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Introduzione

L’obiettivo di questa tesi �e presentare le Reti Generative Avversarie (GAN),
un modello generativo di recente sviluppo nel campo dell’intelligenza arti�ciale,
ed esplorarne l’applicazione a dati biologici complessi. In particolare, il lavoro
si concentra sull’utilizzo delle GAN per modellare e generare dati misurati in
organoidi cerebrali, strutture tridimensionali derivanti da cellule staminali che
riproducono in vitro le caratteristiche e le funzionalit�a del cervello umano.

Le Reti Generative Avversarie sono caratterizzate da un approccio di appren-
dimento innovativo, basato sulla dinamica competitiva tra le due reti neurali che
le compongono. Tale modello si �e a�ermato come un metodo valido e prometten-
te nell’ambito dell’intelligenza arti�ciale generativa: ha dimostrato un potenziale
signi�cativo in una vasta gamma di applicazioni, dalla generazione di immagini
realistiche alla sintesi di testi e musica, aprendo nuove frontiere nella ricerca e
nello sviluppo di diversi settori, tra cui quello biomedico.

Il primo Capitolo si apre introducendo il contesto matematico in cui si col-
locano le reti GAN, de�nendo brevemente alcuni concetti chiave che ricorrono
frequentemente in questo ambito. Si riprendono dunque le nozioni di Intelligen-
za Arti�ciale (IA), intesa come la capacit�a delle macchine di simulare processi
cognitivi tipici dell’intelligenza umana, di Machine Learning (ML), sottoinsieme
dell’IA che si concentra sullo sviluppo di algoritmi in grado di apprendere dai dati
senza essere esplicitamente programmati e di Reti Neurali, modelli computazio-
nali ispirati al funzionamento del cervello umano. Successivamente ho introdotto
il concetto di Modelli Generativi, una classe di modelli di Machine Learning pro-
gettati per generare nuovi dati simili a quelli di addestramento, fornendo cos�� il
terreno concettuale per comprendere il ruolo speci�co delle GAN.

Successivamente, si ha uno studio approfondito della struttura generale e del
funzionamento di una GAN. Ho analizzato in dettaglio le due reti neurali che la
compongono: il Generatore e il Discriminatore. Il Generatore ha il compito di
creare nuovi dati in modo che siano simili a quelli reali, mentre il Discriminatore
valuta l’autenticit�a dei dati in input, distinguendo tra dati reali e dati sintetici.
Il processo di apprendimento delle GAN si basa su una competizione continua
tra queste due reti, una dinamica che viene de�nita avversaria e che costituisce
l’elemento distintivo di questo modello. Attraverso la competizione, le due reti
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a�nano le loro abilit�a e il modello evolve verso la generazione di dati sempre pi�u
convincenti.

Vengono poi messi in luce i punti critici del modello GAN e le possibili strategie
per evitare o attenuare tali problematicit�a. Ho discusso anche possibili varianti
di questo paradigma.

Il Capitolo 2 introduce il contesto applicativo della tesi, illustrando l’impatto
dell’Intelligenza Arti�ciale nel settore medico e focalizzandosi sull’utilizzo delle
GAN per la simulazione di dati provenienti da organoidi cerebrali. Viene pre-
sentato il progetto 3D-BrAIn, in cui si inserisce il lavoro di questa tesi, e viene
spiegato come le GAN possono essere utilizzate per il data augmentation, una
tecnica per aumentare la quantit�a e la variet�a dei dati disponibili per l’addestra-
mento dei modelli e ridurre la dipendenza da dati sperimentali. L’obiettivo �e
dunque generare dati MEA (Micro-Electrode Array), segnali temporali estratti
dagli organoidi cerebrali.

Il Capitolo 3 presenta l’implementazione dei due modelli GAN, studiati e uti-
lizzati durante il mio tirocinio. Il primo rappresenta un approccio preliminare
al modello GAN, mentre il secondo introduce il Variational Autoencoder (VAE),
un’architettura di supporto per migliorare la rappresentazione latente dei dati
e favorire una generazione realistica e diversi�cata. Vengono descritte in detta-
glio le architetture delle reti, le scelte di progettazione e le strategie di addestra-
mento adottate. Il codice relativo all’implementazione viene invece riportato in
Appendice.

Il Capitolo 4 �e dedicato alla presentazione e alla discussione dei risultati spe-
rimentali ottenuti con i due modelli implementati. Vengono valutate le per-
formance dei due modelli mediante metriche quantitative e analisi qualitative,
confrontandone l’e�cacia nella generazione di dati sintetici realistici.
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Capitolo 1

Reti Generative Avversarie

Questo primo capitolo �e dedicato all’introduzione e all’analisi di un recente
modello generativo che prende il nome di Rete Generativa Avversaria (GAN), una
particolare architettura di reti neurali rivoluzionaria nel campo dell’intelligenza
arti�ciale, che negli ultimi anni ha avuto un crescente impiego e che ha dimostrato
grandi potenzialit�a.

Inizialmente mi sono occupata di de�nire il contesto in cui nascono e si col-
locano le GAN, in modo da familiarizzare con alcuni termini ricorrenti in que-
sto campo. Ho introdotto dunque concetti quali Intelligenza Arti�ciale, Machine
Learning, reti neurali e modelli generativi, al �ne di capire la rilevanza delle GAN
all’interno di tale universo.

Basandomi sulla letteratura disponibile, ho condotto uno studio approfondito
sulla struttura generale di una GAN, analizzando le due reti che la compongono
� il generatore e il discriminatore � e il loro ruolo nel processo di apprendi-
mento, attraverso una competizione che viene de�nita avversaria (da cui il nome),
mostrando come questa porti alla generazione di dati sintetici sempre pi�u realistici.

In�ne, per completare l’analisi, ho presentato diverse varianti di GAN, esami-
nandone alcune.

1.1 Introduzione al contesto delle GAN

Le Reti Generative Avversarie sono una delle scoperte pi�u a�ascinanti nel
dinamico mondo dell’intelligenza arti�ciale. Esse rappresentano una tecnologia in
rapida evoluzione, in grado di generare contenuti originali e sorprendentemente
autentici, che spaziano da immagini e testi a suoni e video.

Con la loro abilit�a di produrre risultati di alta qualit�a, negli ultimi anni han-
no trovato applicazione in diversi settori, tra cui l’arte digitale, la medicina, la
progettazione e la simulazione di dati.
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Le GAN si inseriscono in un ampio �lone di ricerca volto a dotare le macchine di
capacit�a creative e generative, superando la mera esecuzione di compiti prede�niti.

Per comprendere appieno la rivoluzione delle GAN, �e fondamentale partire
dalle basi e introdurre i concetti chiave dell’Intelligenza Arti�ciale, l’area di studio
in continua evoluzione che abbraccia diverse discipline e approcci, in cui esse si
collocano.

1.1.1 Intelligenza Artificiale: che cos’è veramente?

Oggigiorno si sente parlare spesso di intelligenza arti�ciale. Tuttavia, non esi-
ste una de�nizione universalmente accettata, poich�e il solo concetto di intelligenza
risulta complesso e di�cile da de�nire per gli esseri umani.

Per iniziare, si pu�o de�nire l’intelligenza artificiale, spesso indicata con l’a-
cronimo inglese AI (Arti�cial Intelligence), come un insieme di discipline scienti-
�che e tecnologiche combinate in sistemi, che studia fodamenti teorici e metologie
mirati a creare macchine in grado di simulare le capacit�a cognitive umane quali
l’apprendimento, il ragionamento, la percezione, il linguaggio naturale, la capacit�a
di prendere decisioni e la risoluzione di problemi.

L’obiettivo dell’AI �e dunque quello di sfruttare le prestazioni delle macchine
per ottenere prestazioni quantitativamente superiori a quelle umane ma qualita-
tivamente equivalenti.

Le sue origini risalgono agli anni ’50, quando i pionieri dell’informatica inizia-
rono a esplorare la possibilit�a di costruire macchine intelligenti. Secondo il mate-
matico britannico Alan Turing, una macchina pu�o essere considerata intelligente
se �e in grado di ingannare un essere umano facendogli credere di star parlando
con un altro essere umano. Nel 1956, si tenne il primo workshop sull’intelligenza
arti�ciale presso il Dartmouth College di Hanover, nel New Hampshire (USA).
Qui nacque u�cialmente l’AI come campo di ricerca. Tra i partecipanti c’erano
John McCarthy, Marvin Minsky, Claude Shannon e Nathaniel Rochester.

Questo campo di ricerca venne temporaneamente accantonato per poi essere
ripreso negli anni ’90 grazie all’aumento della potenza di calcolo dei computer e a
nuovi �nanziamenti, ed oggi �e tuttora in crescita: l’AI trova impiego in molteplici
settori e il suo contributo ha un impatto signi�cativo sulle nostre vite, risultando
sempre pi�u alla portata di tutti. Dunque, sono stati compiuti progressi signi-
�cativi, passando da semplici programmi a so�sticati sistemi di apprendimento
automatico.
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1.1.2 Machine Learning: l’arte di imparare dai dati

L’apprendimento automatico, chiamato in inglese machine learning, �e un
sottoinsieme dell’AI che si concentra sullo sviluppo di metodi al �ne di apprendere
dai soli dati pattern e relazioni complesse all’interno di essi in maniera autonoma,
cio�e senza ricevere una serie di istruzioni precise. Per apprendere, il modello
non si limita a memorizzare, ma sviluppa la propriet�a di generalizzazione delle
informazioni apprese dai dati di addestramento, applicandole a nuovi dati non
ancora visti.

Come avviene l’apprendimento

In generale, l’apprendimento automatico si suddivide in due categorie a se-
conda della disponibilit�a di informazioni sui dati di addestramento utilizzati dal
modello:

- supervisionato: l’algoritmo viene addestrato utilizzando dati gi�a etichettati
e impara a mappare gli input agli output, al �ne di imparare a prevedere
la risposta corretta per nuovi dati non etichettati. Questo tipo di appren-
dimento viene usato tipicamente per problemi di classi�cazione (assegnare
un’etichetta) e regressione (previsione di un valore numerico);

- non supervisionato: i dati utilizzati non sono etichettati e l’algoritmo ha
il compito di scoprire relazioni latenti senza l’intervento umano. Questo
modello viene usato per compiti come clustering (raggruppamento dati in
base alle loro somiglianze) e riduzione della dimensionalit�a (diminuzione del
numero di variabili).

Per guidare il modello verso il risultato desiderato, si utilizza una funzione
costo, anche detta funzione di perdita o loss function in inglese, che misura quanto
il modello sta sbagliando a fare le predizioni.

L’obiettivo dell’apprendimento �e minimizzare questa funzione costo, ovvero
rendere le previsioni del modello il pi�u accurate possibile.

L’addestramento del modello �e composto da una serie di iterazioni e al termine
di ognuna di esse la loss function valuta la previsione e�ettuata. Ogni volta
che il modello si adatta meglio ai dati di allenamento l’errore diminuisce, e di
conseguenza vengono aggiornati i parametri del modello. Il processo termina
quando si raggiunge un livello di accuratezza accettabile.

Tipicamente questo processo corrisponde a minimizzare la funzione costo,
risolvendo dunque un problema di ottimizzazione.

In molti casi la funzione costo �e strettamente legata ad un modello proba-
bilistico sottostante, ossia misura quanto le previsioni del modello siano lontane
dalla distribuzione di probabilit�a dei dati reali (generalmente sconosciuta). Per
a�rontare questo tipo di problemi si utilizzano strumenti statistici e probabilistici.
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1.1.3 Reti neurali

Tra i modelli di apprendimento automatico particolarmente e�caci ritroviamo
le reti neurali (Neural Networks, NN), ispirate al funzionamento del cervello
umano. Sono costituite da un insieme di neuroni arti�ciali interconnessi tra loro
in cui l’informazione viene elaborata passando da un neurone all’altro nella rete.
I neuroni sono organizzati in strati e generalmente si identi�cano uno strato di
input, uno di output e un numero variabile di strati intermedi o nascosti.

Quando questi ultimi non sono presenti, la rete viene spesso de�nita percet-
trone semplice, altrimenti viene de�nita percettrone multistrato (MLP) o rete pro-
fonda (in inglese deep neural network). La Figura 1.1 riporta schematicamente
l’architettura di una rete profonda.

Figura 1.1: Esempio gra�co di una deep neural network.

Il neurone, anche de�nito nodo (mostrato in Figura 1.2), rappresenta l’unit�a
fondamentale di calcolo di una NN, che elabora una risposta a seguito di stimoli.
L’i-esimo neurone di una rete �e caratterizzato da:

- N connessioni sinaptiche (o sinapsi) a cui viene associata un peso wik, il
quale determina l’importanza del k-esimo input xk;

- una soglia di attivazione o bias bi;

- un sommatore che calcola il potenziale di attivazione, ossia la combinazione
lineare degli input con i relativi pesi

hi =
NX
k=1

wikxk � bi
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- una funzione di attivazionef che restituisce l'output del neurone sulla base
del confronto tra la somma pesata degli ingressi e la soglia di attivazione.

L'output del nodo diventa poi il dato di input per i nodi dello strato successivo
o rappresenta il valore �nale della rete.

Figura 1.2: L'unit�a base della rete: il neurone.

La funzione di attivazione presente nel primo modello di rete neurale proposto
nel 1943 da McCulloch e Pitts �e la funzione gradino (in inglesestep function)

f (hi ) =

(
1 sehi � 0

0 sehi < 0

la quale fa attivare il neurone se la somma pesata degli input eguaglia o supera
la soglia. Questa funzione �e particolarmente utilizzata per risolvere problemi di
classi�cazione.

Nel corso degli anni sono state introdotte altre funzioni di attivazione in grado
di produrre diversi tipi di output, a seconda del problema che si a�ronta. La
Figura 1.3 ne riporta alcune tra quelle comunemente utilizzate.

Una rete neurale in cui ciascun neurone �e connesso a tutti i neuroni dello strato
successivo viene de�nitafully connected.

Quando l'informazione viaggia in una sola direzione, ossia viene propagata in
avanti, la rete neurale viene de�nitafeedforward.

Se sono presenti connessioni tra neuroni dello stesso strato e almeno un neu-
rone che propaga all'indietro l'informazione (unit�a di feedback), con connessioni
sinaptiche verso neuroni dello strato precedente o sul neurone stesso, il modello
prende il nome diRete Neurale Ricorrente (RNN). Questo modello ricorsivo
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ha dunque capacit�a di memoria e risulta molto adatto per l'elaborazione di dati
sequenziali dove l'ordine delle informazioni �e importante.

Un'ulteriore architettura possibile di questo modello di apprendimento �e data
dalle Reti Neurali Convolutive (CNN), particolarmente adatte al trattamento
di immagini e per il riconoscimento di schemi. Esse sono formate da livelli di
diverso tipo: convolutional layers, pooling layers e fully-connected layers.

I convolutional layers, che danno il nome alla rete, sono la parte principale e
si occupano dellafeature extraction, utilizzando �ltri o kernel (matrici tridimen-
sionali). I livelli di pooling servono a ridurre le dimensioni dell'input in modo da
ridurne la complessit�a e aumentarne l'e�cienza, a costo di perdere informazioni.
Quelli fully connected si trovano solamente alla �ne della catena.

Questi modelli imitano dunque la struttura della rete neurale biologica, il
meccanismo di attivazione e di comunicazione dei neuroni.

Figura 1.3: Gra�ci di alcune funzioni di attivazione.

Addestramento di una NN

Una rete neurale impara attraverso la ripetuta esposizione ad esempi, proprio
come il cervello umano impara dall'esperienza. Questo processo permette alla
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rete di assimilare schemi e pattern presenti in essi, cercando di fare previsione o
prendere decisioni migliori nel tempo.

L'apprendimento di una rete neurale si basa dunque sull'utilizzo di un training
set, un insieme di esempi costituito daP coppie di valori, i dati di input (ci�o che la
rete vede) e gli eventuali dati di output corrispondenti (detti anchetarget pattern,
rappresentano la risposta corretta) se si tratta di apprendimento supervisionato.
La rete cerca dunque di imparare relazioni e pattern presenti nei dati.

Durante l'addestramento, si valutano le prestazioni della rete attraverso una
funzione costo chiamatafunzione di retropropagazione dell'errore . Questa
calcola la di�erenza tra i target pattern T �

i e gli output pattern prodotti dalla rete
O�

i , dove gli indici i e � si riferiscono all'i -esimo neurone di output e al� -esimo
pattern, con � = 1; :::; P, i = 1; :::; M , e M il numero di neuroni dello strato di
output.

L'espressione della funzione costo dipende dal tipo di apprendimento che si
adotta durante il training:

- apprendimento per pattern: si valuta la funzione e poi si aggiorna il set di
pesi 
 dopo la presentazione di ogni pattern� . La funzione si de�nisce come

E � (
) =
1
2

MX

i =1

(T �
i � O�

i (
)) 2

- apprendimento per epoche: si valuta la funzione errore e poi si aggiornano i
pesi dopo la presentazione dell'intero training set, compiendo cos�� un ciclo.
La funzione viene de�nita come

E(
) =
1
2

PX

� =1

MX

i =1

(T �
i � O�

i )2

dove ogni ciclo prende il nome diepocae questo processo si ripete per un
certo numero di cicli.

La minimizzazione della funzione errore avviene attraverso un algoritmo di
ottimizzazione che prende il nome dibackpropagation : ad ogni epoca si modi-
�cano i pesi e il bias delle connessioni in base ai valori assunti dalla loss function
seguendo opportune regole (note comeregole delta), al �ne di minimizzare la dif-
ferenza tra l'output della rete e il risultato desiderato. La particolarit�a di questo
algoritmo risiede nel fatto che i parametri vengono aggiornati all'indietro, ossia
partendo dall'ultimo strato �no a risalire al primo, da cui il nome. La velocit�a di
aggiornamento �e regolata da un parametro che prende il nome dilearning rate.
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Deep learning e GenAI

Mentre le reti neurali con un singolo strato modellano funzioni molto semplici,
le reti profonde permettono di risolvere problemi pi�u complessi come il riconosci-
mento di immagini e vocale, l'elaborazione del linguaggio naturale e la generazione
di testo.

Si sono inoltre dimostrate essere particolarmente e�caci per svolgere compiti di
apprendimento non supervisionato, anche quando si a�rontano problemi in cui si
ha a disposizione una quantit�a limitata di dati, e per elaborare simultaneamente
molti pi�u dati rispetto ad un algoritmo supervisionato, muovendosi cos�� nella
direzione deldeep learning .

Si �e allora compiuto un salto in avanti: dalla semplice analisi e riconoscimento
dei dati si �e arrivati alla generazione di contenuti originali, richiedendo cos�� alle
macchine di apprendere ed esprimere creativit�a, una caratteristica �no a poco
tempo fa ritenuta prettamente umana. Questa recente frontiera dell'AI prende il
nome di intelligenza arti�ciale generativa (abbreviata in inglese GenAI).

1.1.4 Modelli generativi

L'intelligenza arti�ciale generativa, come detto poco fa, �e un tipo di IA in gra-
do di creare contenuti come testi, immagini, video, musica o modelli a seconda di
richieste speci�che. Essa viene usata per diversi scopi, tra cui: la generazione di
nuovi contenuti per aumentare dataset per training, validazione e test di modelli
predittivi (come immagini mediche al �ne di migliorare la diagnosi e il trattamen-
to di malattie), il completamento di dati mancanti (ad esempio la ricostruzione
di immagini), l'aumento di datasets quando la raccolta dati risulta complessa o
impraticabile, la modi�ca di dati esistenti (ad esempio la traduzione di un testo).
La GenAI trova dunque applicazione in diversi settori come quello informatico e
artistico, ma anche in campo medico, nel design e nella ricerca scienti�ca.

Un modello generativo �e un algoritmo che viene progettato al �ne di gene-
rare nuovi dati che siano il pi�u simili possibile a quelli usati nell'addestramento,
durante il quale il modello impara ad estrarne caratteristiche e relazioni interne.

I dati generati appartengono a una distribuzionepmodel individuata dal model-
lo, mentre i dati di addestramento seguono la distribuzione di probabilit�apdata .
La richiesta di generare dati altamente realistici corrisponde a richiedere che le
due distribuzioni si assomiglino.

Si possono distinguere due tipologie principali di modelli generativi in base a
come vengono apprese e rappresentate le distribuzionipmodel e pdata :
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1. Modelli probabilistici espliciti: costruiscono una rappresentazione esplicita
della distribuzione pmodel , attraverso due approcci principali: massima ve-
rosimiglianza e trasformazioni invertibili. Tra questi ricordiamo i modelli
Bayesiani (Mixture Models) i quali usano la regola di Bayes per modellare
la distribuzione dei dati e gli Autoencoder Variazionali (VAE) che sfruttano
la divergenza di Kullback-Liebler per confrontare le due distribuzioni;

2. Modelli probabilistici impliciti : generano nuovi dati che assomigliano a quelli
reali senza modellare esplicitamentepmodel .

Un esempio particolarmente interessante di modello generativo implicito �e dato
dalle Reti Generative Avversarie(GAN), le quali rappresentano un potente pa-
radigma di apprendimento non supervisionato, sempre pi�u utilizzato per svolgere
diversi compiti.

13



1.2 Il modello GAN

Le Reti Generative Avversarie o Generative Adversarial Networks
(GANs) sono un modello di apprendimento automatico non supervisionato ri-
voluzionaria, in grado di produrre dati indistinguibili da quelli reali usati per
l'addestramento.

Questo modello probabilistico implicito �e stato presentato per la prima volta
da Ian Goodfellow e colleghi nel 2014 [1], con lo scopo di superare le di�colt�a
nell'approssimare molti calcoli probabilistici intrattabili che sorgono nella stima
di massima verosimiglianza e nelle strategie correlate, tipiche dei modelli gene-
rativi profondi espliciti. Infatti, accade spesso che la distribuzione dei dati sia
di�cile da modellizzare. In questo framework, invece, la distribuzione non viene
esplicitamente rappresentata, ma questo non impedisce la generazione di campioni
provenienti dalla distribuzione desiderata.

Le GAN, come suggerisce il nome, sono costituite da due reti neurali arti�ciali
che interagiscono:

- una rete generativa, denominataGeneratore (G), che tenta di produrre
dati sintetici sempre pi�u indistinguibili da quelli reali;

- una rete discriminativa, dettaDiscriminatore (D), che cerca di distinguere
i dati generati da quelli reali con sempre maggiore accuratezza.

L'interazione tra il Generatore e il Discriminatore genera un processo di ap-
prendimento avversario che trae ispirazione dal concetto di gioco a somma zero
della teoria dei giochi, in cui i due attori con obiettivi opposti competono per
migliorare le proprie prestazioni.

La forza di questo modello sta proprio nella competizione tra le due reti:
essa porta ad un miglioramento progressivo delle capacit�a generative e discrimi-
native del modello, producendo dati altamente realistici e dunque convergendo
all'obiettivo.

Le GAN sono spesso utilizzate per ildata augmentation, ossia l'ampliamento
dei datasets per il deep learning modi�cando sinteticamente quelli gi�a presenti.
Questa tecnica risulta infatti molto utile quando si �e impossibilitati a raccogliere
campioni o questi sono di�cili da misurare.

Si analizzano ora le caratteristiche chiave delle due reti che costituiscono il
modello GAN. Nella prossima sezione, si discute come avviene il loro allenamento.
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1.2.1 Il Generatore

Il Generatore G �e tipicamente una rete neurale profonda con il compito di
apprendere la distribuzione dei dati realipdata (x) al �ne di generare campioni
sintetici, che siano il pi�u possibile indistinguibili da quelli reali.

Per apprendere la distribuzione del modellopg(x) sui dati, si inizia de�nendo
una prior pZ (z) sulle variabili casuali z da cui campionare.

Lo spazio delle variabili casualiz � pZ (z) viene de�nito spazio latente , ed �e
uno spazio multidimensionale in cui vengono codi�cate le informazioni essenziali
dei dati in una forma pi�u compatta e signi�cativa. Esso contiene le variabili
latenti, cio�e quelle che in
uenzano la generazione dei dati, aiutando il modello a
generalizzare.

Il vettore casuale in input z viene trasformato dal generatore in un dato sin-
tetico con la stessa struttura statistica dei dati reali. Questo processo pu�o essere
visto come una mappatura dallo spazio latente allo spazio dei dati reali attraver-
so la funzione di�erenziabileG(z; � g), dove � g rappresenta i parametri della rete
neurale del generatore.G de�nisce quindi in maniera implicita la distribuzione
pg(x) dei campioni generatiG(z; �� g) dato �� g.

Lo scopo �e quello di ottenere un generatore che sia un buon stimatore dipdata ,
massimizzando quindi la probabilit�a del discriminatore di considerare i campioni
prodotti dalla rete generativa x v pG come provenienti dapdata , inducendolo a
sbagliare la classi�cazione.

Figura 1.4: Ra�gurazione sommaria di una GAN.
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1.2.2 Il Discriminatore

Il discriminatore D �e anch'esso una rete neurale profonda che agisce come un
classi�catore binario, con l'obiettivo di distinguere se un dato in ingresso proviene
dal dataset reale di addestramento o se �e stato generato arti�cialmente daG.

Questa rete pu�o essere descritta da una funzioneD(x; � d), dove x �e il dato
in ingresso e� d sono i parametri della rete neurale del discriminatore.D(x; �� d)
rappresenta la probabilit�a chex provenga dalla distribuzione dei dati usati per il
training pdata anzich�e dalla distribuzione dei dati generatipg, dato �� d.

L'architettura di D �e solitamente una rete neurale convoluzionale con strati di
convoluzione seguiti da funzioni di attivazione non lineari, come ReLU o Leaky-
ReLU. L'output �nale �e un valore scalare tra 0 e 1, che indica la probabilit�a che
il dato in ingresso sia reale.

Durante l'addestramento, l'obiettivo del Discriminatore �e quello di minimiz-
zare l'errore di classi�cazione, a�nando la sua capacit�a di distinguere tra dati
autentici e sintetici.

1.3 Addestramento delle GAN

L'addestramento delle GAN si basa su un approccio competitivo, in cui le
due reti si s�dano vicendevolmente. Invece di un problema di ottimizzazione
tradizionale, questo processo �e modellato come un giocominimax ispirato alla
teoria dei giochi.

Un giocominimax �e un metodo per minimizzare la massima perdita possibile
(o alternativamente massimizzare il minimo guadagno) nel caso di un gioco a
somma zero con 2 giocatori.

Un gioco si de�niscea somma zeroquando il guadagno di un giocatore �e
perfettamente bilanciato dalla perdita dell'altro in una somma uguale e opposta.
Se alla somma totale dei guadagni dei partecipanti si sottrae la somma totale delle
perdite, si ottiene zero.

Il gioco termina in un punto di sella, cio�e un minimo rispetto alla strategia
di un giocatore e un massimo rispetto alla strategia dell'altro giocatore. Tale
soluzione del giocominimax coincide con l'equilibrio di Nash, ossia una situazione
in cui nessun giocatore non pu�o pi�u bene�ciare del cambio della propria strategia:
i due modelli sono ormai diventati molto bravi nello svolgere i loro compiti e non
sono pi�u in grado di migliorare.
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1.3.1 La funzione obiettivo e la dinamica competitiva

La competizione su cui si basa l'addestramento delle GAN viene guidata da
una funzione obiettivo derivata dalla teoria dei giochi, modellata appunto come
un gioco minimax tra il Generatore e il Discriminatore.

La funzione di costo �e nota comefunzione di perdita avversariale ed �e
de�nita come segue:

min
G

max
D

V(G; D) = Ex� pdata( x) [logD(x)] + Ez� pz (z) [log(1 � D(G(z)))] (1.1)

Queste sono le strategie attuate dalle due reti durante l'allenamento:

a. il discriminatore D, per a�nare la sua capacit�a di distinzione, cerca di
massimizzare la probabilit�a di assegnare il valore corretto all'input ricevuto:

- 1 quando �e certo che si tratti di dati reali x;

- 0 quando �e certo che i dati sono generati daG.

Al �ne di ottenere un errore di classi�cazione minimo, cerca di massimizzare
le quantit�a log D(x) e log(1� D(G(z)));

b. il generatore G, d'altra parte, cerca di minimizzare la capacit�a di D di
distinguere tra i dati reali e quelli generati, cio�e cerca di minimizzare log(1�
D(G(z))).

In seguito si dimostra che l'ottimo globale �e raggiunto quandopg = pdata .

1.3.2 Apprendimento della distribuzione

Le GAN, come detto in precedenza, sono un modello probabilistico implici-
to, in cui la distribuzione dei dati generati viene appresa attraverso il processo
competitivo, ma non viene stimata in maniera esplicita.

Questo approccio si rivela particolarmente vantaggioso quando si ha a che
fare con distribuzioni di probabilit�a complesse, la cui espressione analitica risulta
di�cile, se non impossibile, da de�nire esplicitamente.

Il generatoreG svolge il ruolo cruciale di apprendere una mappatura che tra-
sforma i campioni casuali in dati sintetici, i quali dovrebbero seguire la stessa
distribuzione dei dati reali utilizzati per l'addestramento.

La Figura 1.5 illustra come avviene la mappaturax = G(z) dallo spazio latente
(dominio di z da cui viene campionato, linea orizzontale inferiore) allo spazio dei
dati (dominio di x, linea orizzontale superiore) al �ne di produrre dati simili a
quelli usati per il training. Essa individua quattro fasi dell'addestramento:
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1. fase iniziale (a): le distribuzioni pg e px sono molto diverse e il discrimina-
tore D �e un classi�catore parzialmente accurato, in grado di distinguere i
campioni generati dai dati reali;

2. apprendimento del Discriminatore(b): D impara a discriminare meglio i
campioni generati dai dati reali. La sua distribuzione discriminativa conver-
ge aD � (x) = pdata (x)

pdata (x)+ pg (x) ;

3. aggiornamento del Generatore(c): con le informazioni del gradiente diD,
G viene aggiornato per guidare i campioni generati verso regioni dello spazio
dei dati in cui �e pi�u facile che vengano classi�cati come reali daD: trasforma
la distribuzione di z nella distribuzionepg dei campioni generati, contraendo
alcune regioni dello spazio latente (alta densit�a dipg) ed espandendone altre
(bassa densit�a di pg), come indicato nelle frecce dallo spazio latente allo
spazio dix;

4. convergenza(d): Dopo diverse fasi di addestramento, seG e D hanno capa-
cit�a su�ciente, raggiungeranno un punto di equilibrio in cui entrambi non
possono migliorare perch�epg = pdata . Il discriminatore non �e pi�u in grado
di distinguere tra le due distribuzioni, ovveroD(x) = 1

2 .

Figura 1.5: Evoluzione delle distribuzioni di dati realipx (linea nera tratteggia-
ta), generativa pg (linea verde continua) e discriminativa (linea blu tratteggiata)
durante l'addestramento di una GAN. Immagine tratta da [1].

Si pu�o dimostrare l'equazione del punto 2:

Proposizione 1.3.1. Per ogni generatoreG, il discriminatore ottimale D �e

D �
G(x) =

pdata (x)
pdata (x) + pg(x)

(1.2)
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Dimostrazione. Dimostriamo che il criterio di training per il discriminatore D,
dato un generatoreG, �e massimizzare la quantit�a V(G; D):

V(G; D) =
Z

x
pdata (x) log(D(x))dx +

Z

z
pz(z) log(1 � D(g(z))) dz

=
Z

x

�
pdata (x) log(D(x)) + pg(x) log(1 � D(x))

�
dx

Questo equivale a massimizzare la quantit�a

pdata (x) log(D(x)) + pg(x) log(1 � D(x))

Per ogni (a; b) 2 R2 n (0; 0), la funzione

y ! a log(y) + blog(1 � y)

raggiunge il suo massimo in a
a+ b 2 [0; 1].

D non ha bisogno di essere de�nito al di fuori diSupp(pdata ) [ Supp(pg) perch�e
il valore di D(x) non �e rilevante per il training.

Scegliendoa = pdata (x) e b= pg(x) si conclude la dimostrazione.

Da questa proposizione segue il seguente risultato:

Teorema 1.3.2. Fissato G, l'ottimo globale �e raggiunto quandopg = pdata .

Quando il Generatore produce campioni indistinguibili da quelli reali si ha
dunque cheD �

G(x) = 1
2 .

1.3.3 Algoritmo di addestramento

L'allenamento delle GAN avviene tramite l'algoritmo di discesa del gradiente
stocastico, come descritto nell'articolo originale di Ian Goodfellow e colleghi [1],
alternando iterativamente i seguenti passi:

1. aggiornamento del Discriminatore: vengono campionatimini-batch di dati
reali e generati. Un mini-batch �e un sottoinsieme del training set di taglia
ridotta che viene processato ad ogni iterazione per velocizzare i calcoli. I
parametri di D vengono aggiornati per massimizzare la funzione obiettivo,
ovvero per migliorare la capacit�a diD di distinguere tra dati reali e generati;

2. aggiornamento del Generatore: viene campionato un mini-batch di rumore
casuale, e i parametri diG vengono aggiornati per minimizzare la funzio-
ne obiettivo, ovvero per migliorare la capacit�a diG di generare dati che
ingannino D.
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L'alternanza tra i passaggi per ottimizzareD e G fa s�� che l'algoritmo venga
mantenuto vicino alla sua soluzione ottima. Si osserva che quando una rete viene
addestrata, si mantengono invariati i parametri dell'altra. Essi vengono aggior-
nati con l'algoritmo di backpropagation, �no a raggiungere un equilibrio in cui il
Generatore produce dati quasi indistinguibili da quelli reali, e il Discriminatore
non �e pi�u in grado di classi�carli correttamente (D(x) � 0:5 8x).

L'algoritmo di addestramento delle GAN viene riassunto nel seguente pseudo-
codice 1:

Algorithm 1 Addestramento di reti generative avversarie con discesa del
gradiente stocastico a mini-batch.

for numero di iterazioni di addestramentodo
for k passido

- Campiona un mini-batch di m campioni di rumore f z(1) ; : : : ; z(m)g dalla
distribuzione a priori del rumorepg(z).
- Campiona un mini-batch dim esempif x(1) ; : : : ; x(m)g dalla distribuzione
generatrice dei datipdata (x).
- Aggiorna il Discriminatore con spostamento nella direzione di massima
crescita del suo gradiente stocastico:

r � d

1
m

mX

i =1

�
logD(x(i )) + log

�
1 � D(G(z(i )))

��
:

end for
- Campiona un mini-batch di m campioni di rumore f z(1) ; : : : ; z(m)g dalla
distribuzione a priori del rumorepg(z).
- Aggiorna il Generatore con spostamento nella direzione di minima crescita
del suo gradiente stocastico:

r � g

1
m

mX

i =1

log
�
1 � D(G(z(i )))

�
:

end for

Si osserva che il numero di passik da applicare al discriminatore �e un iperpa-
rametro. Per k = 1 si ha l'opzione meno costosa.

L'uso del logaritmo nella funzione obiettivo migliora la stabilit�a numerica,
aiutando a prevenire problemi diunder
ow (valori molto piccoli vengono arroton-
dati a 0). Richiama inoltre la forma della cross-entropy, una misura comune nei
problemi di classi�cazione.
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Gli aggiornamenti basati sulla discesa del gradiente possono utilizzare qualsiasi
regola di apprendimento standard. Negli esperimenti condotti da Goodfellow et
al. si �e usato il momentum, un algoritmo in cui si aggiunge un termine "di slancio"
al termine di discesa del gradiente nella regola di aggiornamento, accelerando il
processo di ottimizzazione.

1.3.4 Le principali criticit�a

Le GAN sono notoriamente di�cili da allenare dal momento che l'equilibrio
tra il Generatore e il Discriminatore risulta molto delicato, portando instabi-
lit�a nell'allenamento. Di seguito si riportano alcuni fenomeni e situazioni che si
riscontrano pi�u comunemente.

Vanishing Gradient

I parametri che governano la velocit�a di apprendimento e pi�u in generale l'ar-
chitettura delle due reti, possono in�ciare il bilanciamento tra l'aggiornamento di
G e D. Se il Discriminatore diventa troppo forte rispetto al Generatore, quest'ul-
timo non riceve pi�u un gradiente utile per il miglioramento. Questo fenomeno �e
noto comevanishing gradient .

Tale situazione si veri�ca spesso all'inizio dell'apprendimento, quandoG �e
scarso eD �e in grado di distinguere facilmente i campioni generati come falsi:
D(G(z)) si avvicina a 0, rendendolog(1 � D(G(z))) prossimo a log(1) = 0 e il
gradiente di questa funzione diventa molto piccolo, ossia svanisce. Si dice che
log(1 � D(G(z))) satura, cio�e diventa insensibile alle variazioni e il suo output
rimane circa costante. Il Discriminatore fornisce cos�� un segnale di feedback debole
o nullo a G, impedendogli di apprendere in maniera e�cace.

Per mitigare il problema, anzich�e addestrare G a minimizzarelog(1� D(G(z))),
si addestraG a massimizzarelog(D(G(z))). La funzione obiettivo si pu�o allora
riscrivere come:

max
G

V(G; D) = Ez� pz (z) [log(D(G(z)))] (1.3)

Si hanno in questo modo 2 vantaggi: la funzione obiettivo ha ottimo globale
nello stesso punto �sso della dinamica tra le due reti, inoltre fornisce gradienti mol-
to pi�u forti nelle prime fasi dell'apprendimento. Questo permette al Generatore
di apprendere in maniera pi�u rapida per recuperare lo svantaggio iniziale.
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Mode collapse

Uno dei principali problemi di cui so�rono i modelli GAN �e il mode collapse .
Questo fenomeno si riscontra in molte situazioni dal momento che i dati reali sono
spesso multimodali, e si veri�ca durante la fase generativa, in cui il Generatore
impara solo una o poche modalit�a dei dati. Pertanto, anche se i dati in ingresso
al Generatore sono rumori casuali ogni volta diversi, i dati generati sarebbero
comunque molto simili tra loro.

Il motivo per cui si veri�ca il mode collape �e che il Generatore, �nendo in un
minimo locale, apprende come imbrogliare il Discriminatore quando quest'ultimo
non risulta ancora ben allenato.G produce quindi sempre gli stessi output che
verranno classi�cati come dati reali, ma limitandone la diversit�a, e risultando cos��
in over�tting .

Di�colt�a nella valutazione

Per confrontare numericamente i dati generati con i dati reali utilizzati du-
rante l'allenamento, si utilizzano le metriche. Tra le maggiormente impiegate si
riportano:

ˆ L1 distance: calcola le di�erenze medie assolute

L1 = Ex� pdata ;z� pz [jx � G(z)j]

ˆ L2 distance: calcola le di�erenze medie quadratiche

L2 = Ex� pdata ;z� pz

�
jj x � G(z)jj 2

�

ˆ Inception Score(IS): usata principalmente per valutare le immagini. Questa
distanza misura la qualit�a e la diversit�a dei dati generati.

IS = exp
�
Ex� pg [DKL (p(yjx)jjp(y))]

�

dovex sono le immagini generate,y le etichette con cui si possono classi�care
le immagini e DKL �e la Divergenza di Kullback-Leibler , che misura
quanto la probabilit�a di classi�cazione dell'immagine generata su una serie
di classip(yjx) di�erisce dalla distribuzione marginale delle classip(y). Un
punteggio alto indica immagini di alta qualit�a e diverse;

ˆ Fr�echet Inception Distance (FID): date � r , � g i vettori delle medie e � r , � g

le matrici di covarianza dei dati reali e generati rispettivamente, tale metrica
confronta le distribuzioni delle immagini sintetiche e reali. Si de�nisce come

F ID = jj � r � � gjj 2 + Tr(� r + � g � 2
p

� r � g)

Un punteggio FID basso indica che le due distribuzioni sono simili, sugge-
rendo una buona qualit�a delle immagini generate.
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A volte, la natura del dato pu�o in
uenzare la scelta della metrica, ma non
esiste (ancora) un criterio per stabilire quale sia quella appropriata. Ciascuna
metrica, infatti, si focalizza sul misurare caratteristiche globali o locali, dando
quindi informazioni parziali su quegli aspetti del dato che lo rendono realistico e
restituendo valori numericamente accettabili, ma peccano di una visione d'insieme.
Una soluzione potrebbe essere quella di combinare diverse metriche per estrarre
diverse informazioni.

La valutazione dei risultati pu�o richiedere un tempo di calcolo elevato dato
che alcune metriche possono risultare particolarmente costose a livello computa-
zionale, soprattutto quando si hanno grandi datasets.

Spesso si ricorre a valutazioni qualitative, osservando i dati prodotti e con-
frontandoli con quelli originali. Ma questo coinvolge l'attivit�a dell'uomo, venendo
meno all'obiettivo di automatizzare tali modelli. Questo rappresenta un punto de-
bole delle GAN. Tuttavia, si sta esplorando l'utilizzo di tecniche di apprendimento
automatico per automatizzare il processo di valutazione.

Controllo della generazione

La generazione dei dati inizia dal campionamento di rumore da una prior
pZ (z). A meno di informazioni preliminari, risulta di�cile guidare il modello
generativo nella riproduzione di alcune caratteristiche dei dati di allenamento.
La dimensione dello spazio latente risulta un parametro determinante per una
corretta mappatura, e spesso la sua interpretazione non risulta intuitiva.

In seguito si presentano delle varianti del modello GAN base che permettono
di facilitare in parte il raggiungimento di tale obiettivo.

1.3.5 Strategie per stabilizzare e migliorare il training

Come abbiamo visto, l'addestramento delle GAN pu�o essere instabile e pre-
sentare diverse s�de. Per a�rontare questi problemi, sono state sviluppate diverse
tecniche e approcci. Si presentano ora alcune delle pi�u utilizzate.

Normalizzazione degli input

Una pratica comune per stabilizzare l'allenamento delle GAN �e la normaliz-
zazione degli input. Questa procedura aiuta a mantenere la coerenza dei dati e a
migliorare la convergenza durante l'allenamento.

La normalizzazione assicura che tutte le features dei dati di input abbiano un
intervallo di valori simile, evitando che quelle con valori pi�u grandi oscurino le
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altre, rendendo di�cile cos�� l'apprendimento delle features con valori pi�u picco-
li. In questo modo si previene anche il rischio di gradienti esplosivi, rendendo
l'allenamento stabile.

Esistono diverse tecniche di normalizzazione degli input. Le due maggiormente
utilizzate sono:

ˆ Min-Max Scaling: i valori dei dati sono scalati in un intervallo con estremmi
min range e max range, solitamente [0; 1] o [� 1; 1]. La formula utilizzata
per lo scaling �e la seguente:

xnorm =
x � xmin

xmax � xmin
� (max range � min range) + min range

ˆ Z-normalization o standardizzazione: si trasformano i valori in modo che
abbiano media 0 e deviazione standard 1. La formula per la normalizzazione
�e xnorm = x� �

� con � la media e� la deviazione standard del dato.

La scelta della tecnica di normalizzazione dipende dal tipo di dati e dal pro-
blema in esame. Quando i dati di training sono delle immagini, ad esempio, �e
preferibile scalare i valori dei pixel nell'intervallo [� 1; 1] e usare come funzione di
attivazione nell'ultimo strato del generatore la funzioneTanh, per garantire che
gli output siano nell'intervallo desiderato.

Scelta della prior

La scelta della distribuzione dello spazio latentez, come si �e discusso poco
prima, pu�o in
uenzare signi�cativamente le prestazioni della GAN.

La prior, la distribuzione di probabilit�a delle variabili latenti, determina quali
tipi di dati possono essere generati. Tipicamente �e una distribuzione Gaussiana o
Uniforme.

Gli autori del documento "How to train a GAN? Tips and tricks to make
GANs work" [5] suggeriscono di evitare distribuzioni uniformi quando si lavora
con dati reali piuttosto complessi, dal momento che potrebbe non rappresentarli al
meglio. Consigliano invece di usare distribuzioni gaussiane per ottenere uno spazio
latente pi�u adatto alla generazione di dati realistici, facilitando l'apprendimento
del generatore.

Se si hanno pi�u variabili latenti correlate tra loro, si possono utilizzare distri-
buzioni multivariate. In alcuni casi, invece, si utilizzano distribuzioni speci�che,
adattandole alle informazioni a priori disponibili per a�rontare il problema in
maniera migliore.

Per controllare la generazione di dati, si possono usare tecniche diconditioning,
ossia si forniscono al generatore informazioni aggiuntive attraverso l'utilizzo di
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etichette o attributi sui dati che in
uenzano la generazione. Il conditioning pu�o
essere implementato ad esempio concatenando le informazioni al vettore di input
z.

Batch Normalization

Per stabilizzare l'apprendimento delle reti neurali, si usano tecniche di nor-
malizzazione, e tra quelle ampiamente utilizzate vi �eBatch Normalization .
L'idea chiave �e normalizzare le attivazioniai (ossia l'output prodotto dai neuro-
ni) di ogni batch di dati durante l'allenamento. Questa tecnica aiuta a ridurre
il fenomeno dell'internal covariate shift (ICS): descrive il cambiamento della di-
stribuzione degli input di ogni strato della rete durante l'allenamento, dovuto
all'aggiornamento costante dei pesi, rendendo di�cile l'apprendimento corretto
per gli strati successivi.

Le operazioni che svolge BN sono le seguenti:

1. Per ogni batch di dati si calcolano la media� e la varianza� 2 delle attivazioni
di ogni neurone.

2. Le attivazioni vengono normalizzate sottraendo la media e dividendo per
la radice quadrata della varianza a cui si aggiunge un piccolo valore� per
evitare divisioni per zero:

anorm =
ai � �

p
� 2 + �

i = 1; :::; m

dove m �e la dimensione del batch. Questo assicura abbiano media zero e
varianza uno.

3. Le attivazioni normalizzate vengono poi scalate e traslate utilizzando due
parametri apprendibili (
 e � ):

yi = 
 � anorm + �

Questo permette alla rete di individuare il livello di normalizzazione ottimale
per ogni neurone.

L'utilizzo di Batch Normalization consente di accelerare la convergenza dell'ad-
destramento e migliora le prestazioni delle reti, portando a risultati pi�u accurati.
Riduce inoltre la necessit�a di un'attenta inizializzazione dei pesi.
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Dropout

Per prevenire il fenomeno dell'over�tting, invece, si utilizza una tecnica di re-
golarizzazione chiamataDropout , che pu�o aiutare a stabilizzare l'addestramento
e a mantenere la capacit�a di generalizzazione a dati nuovi.

Durante l'allenamento, una frazione di neuroni viene casualmente eliminata
annullando le loro connessioni in ogni batch di dati (vedi Figura 1.6). Questo
impedisce alla rete di fare a�damento eccessivo su singoli neuroni e la costringe
ad apprendere rappresentazioni pi�u robuste e generalizzabili.

Figura 1.6: Esempio di come i nodi nella rete vengono casualmente annullati.

Tale soluzione risulta e�cace ed �e facile da implementare, non richiede dunque
modi�che signi�cative all'architettura della rete. Si utilizza sia nel discriminatore
che nel generatore, prestando pi�u attenzione a quest'ultimo in quanto potrebbe
in
uire negativamente sulla qualit�a dei dati generati.

Label Smoothing

L'introduzione di etichette sfumate (soft) o rumorose �e una pratica utile a
prevenire l'over�tting del Discriminatore e a migliorare la robustezza della GAN.

- Etichette soft: invece di utilizzare etichette binarie come 0 per falso e 1 per
vero, si assegnano valori nell'intervallo [0:7; 1:2] per le etichette reali e [0; 0:3]
per quelle false;

- Etichette rumorose: occasionalmente, si invertono le etichette durante l'al-
lenamento del discriminatore, etichettando campioni reali come falsi e vice-
versa.

Questa tecnica introduce rumore nell'allenamento, rendendo il discriminatore
meno incline all'over�tting e migliorando la capacit�a del generatore di ingannarlo.
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Funzioni di perdita alternative

Oltre alla riscrittura della funzione di perdita avversariale vista nel caso di gra-
dient vanishing, sono state proposte funzioni costo alternative in grado di guidare
correttamente l'apprendimento delle reti. Alcune delle pi�u note sono:

- Binary Cross Entropy (BCE): quando il dato utilizzato �e un'immagine,
ne migliora il contrasto e la nitidezza:

LBCE = �
1
n

nX

i =1

[x i log(G(zi )) � (1 � x i )log(1 � G(zi ))]

- Wasserstein GAN (WGAN): questa funzione si basa sulladistanza di
Wasserstein, la quale misura la distanza tra due distribuzioni di probabilit�a

Wp(P; Q) = inf

 2 �( P;Q)

�
E(x;y )� 
 [d(x; y)p]

� 1=p
(1.4)

dove �( P; Q) �e l'insieme di tutte le distribuzioni congiunte 
 (x; y) le cui
marginali sonoP e Q. L'espressione della loss function �e

LW GAN = Ex� Pdata [D(x)] � Ez� p(z) [D(G(z))] (1.5)

e si ricava dal Teorema di dualit�a di Kantorovich-Rubinstein perp = 1. La
WGAN �e meno soggetta a problemi come mode collapse e vanishing gradient,
inoltre risulta pi�u stabile rispetto ad altre misure come la divergenza KL;

- Least Squares GAN (LSGAN): si utilizza una funzione di perdita dei
minimi quadrati

LD =
1
2

Ex� Pdata [(D(x) � 1)2] +
1
2

Ez� p(z) [D(G(z))2]

LG =
1
2

Ez� p(z) [(D(G(z)) � 1)2]

Contribuisce ad una maggiore stabilit�a e a una migliore qualit�a dei dati
generati;

In alcuni casi �e utile combinare diverse funzioni di perdita per ottenere risul-
tati migliori, bilanciando i contributi attraverso dei parametri moltiplicativi. Si
possono anche combinare le funzioni di perdita con dei termini di regolarizzazione
per garantire che i dati generati soddis�no determinate condizioni.
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Learning rate scheduling

Il learning rate � �e un iperparametro fondamentale che controlla la velocit�a
con cui i pesi della rete vengono aggiornati durante l'allenamento. Un learning
rate troppo alto pu�o portare a oscillazioni e instabilit�a, mentre un learning rate
troppo basso pu�o rallentare la convergenza.

Il learning rate scheduling�e una tecnica che consiste nel variare il learning
rate durante l'allenamento. L'idea �e di iniziare con un learning rate elevato per
esplorare rapidamente lo spazio dei pesi e poi diminuirlo gradualmente per a�nare
la convergenza. Esistono divere strategie di learning rate scheduling:

- Decay: il tasso di apprendimento viene diminuito gradualmente nel tempo,
ad esempio dimezzandolo ognin epoche;

- Adaptive mode: il tasso di apprendimento viene adattato dinamicamente in
base alle prestazioni della rete durante l'allenamento.

�e buona pratica utilizzare un learning rate decrescente per il Discriminatore,
che spesso deve adattarsi a dati generati che sono in continua evoluzione.

Ulteriori strategie

Oltre alle tecniche appena menzionate, esistono molte altre strategie utili per
migliorare l'addestramento delle GAN. Si riportano in particolare:

- Gradient Penalty (GP): Questa tecnica aiuta a stabilizzare l'allenamen-
to delle WGAN aggiungendo un termine di penalizzazione alla funzione di
perdita che limita la norma dei gradienti del discriminatore;

- Early stopping : l'interruzione anticipata dell'allenamento pu�o prevenire
l'over�tting monitorando le prestazioni del modello su un set di validazione
e interrompendo l'allenamento quando le prestazioni peggiorano. In questo
modo si risparmiano risorse computazionali.

- Gradient Clipping (GC): Questa tecnica limita la norma dei gradienti du-
rante l'addestramento, impedendo che diventino troppo grandi e causino in-
stabilit�a. Applicando una soglia massima ai gradienti, si evita che il modello
e�ettui aggiornamenti eccessivi dei pesi, migliorando la convergenza.
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1.4 Oltre il modello base: una panoramica delle
varianti

Nel corso degli anni, diverse varianti delle GAN sono state sviluppate per
migliorare le prestazioni e rispondere alle necessit�a dettate dai problemi che si
a�rontano. Di seguito si riportano alcune delle pi�u signi�cative.

WGAN e LSGAN

Questi modelli utilizzano una funzione di costo diversa per a�rontare le limi-
tazioni della versione originale. In particolare:

ˆ il modello WGAN utilizza la funzione di perdita Wasserstein (1.5) dal mo-
mento che la metrica associata risulta pi�u liscia e fornisce gradienti mag-
giormente informativi. Questo riduce il rischio di mode collapse e migliora
la stabilit�a;

ˆ il modello Least Squares GAN (LSGAN) ha una loss function sempli�cata,
basata sulla distanzaL2 per il Discriminatore:

LD = Ex� Pdata [(D(x) � 1)2] + Ez� p(z) [D(G(z))2]

Questo approccio riduce i problemi di saturazione del gradiente e favorisce
la produzione di dati qualitvativamente migliori.

cGAN

Questo modello si basa sul concetto dicondizionamento, che consiste nell'ag-
giungere ai dati ulteriori informazioni, come etichette di classe o descrizioni te-
stuali. Tale approccio consente di avere un controllo versatile sui dati durante il
processo generativo.

Anche in questo caso viene modi�cata l'espressione della funzione di perdita,
aggiungendo le informazioni di condizionamentoy:

L cGAN = Ex� Pdata [logD(xjy)] + Ez� p(z) [log(1 � D(G(zjy)))]

Il condizionamento permette di speci�care il tipo di output desiderato, inoltre
consente di generare diverse modalit�a di output a partire dallo stesso input di
condizionamento.

Le cGAN vengono utilizzate ad esempio nei processi diText-to-Image Synthe-
sis, ossia la generazione di immagini a partire da descrizioni testuali, e diImage-
to-Image Translation, i quali trasformano un disegno in un'immagine realistica o
cambiano lo stile di un'immagine.
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DCGAN

Il modello Deep Convolutional GAN sfrutta la capacit�a delle reti convoluti-
ve di apprendere features in maniera gerarchica per poter produrre risultati di
alto livello, in particolare nel contesto delle immagini. Vengono utilizzate CNN
profonde sia nel Generatore che nel Discriminatore:

ˆ il Generatore prende in input un rumore casuale e lo trasforma nel dato �nale
attraverso una serie di strati convoluzionali trasposti (deconvoluzionali), i
quali e�ettuano un upsamplinggraduale del rumore, aumentandone cio�e le
dimensioni e la complessit�a ad ogni strato;

ˆ il Discriminatore �e una CNN tradizionale che e�ettua il processo inverso (do-
wnsampling) sul dato in input, �no a restituire uno scalare che lo classi�ca
come reale o generato. D impara a riconoscere le features che distinguono
le immagini reali da quelle generate.

Le DCGAN imparano a rappresentare i dati in modo gerarchico, consentendo
di generare immagii con diverse caratteristiche e livelli di dettaglio. Grazie a que-
sta abilit�a, trovano applicazione nella generazione di immagini di volti e oggetti,
con diverse caratteristiche.

1.4.1 VAE-GAN

Il VAE-GAN �e un modello che combina una GAN con unAutoencoder Va-
riazionale (VAE), sfruttando i vantaggi di entrambi: consente sia la generazio-
ne di dati molto realistici che l'apprendimento di una rappresentazione latente
signi�cativa.

Un Variational Autoencoder �e un modello generativo esplicito che utiliz-
za l'inferenza variazionaleper approssimare la distribuzione di probabilit�a dei
dati. Questo approccio consente di apprendere una rappresentazione latente
strutturata, utile per la generazione di nuovi campioni.

La sua architettura �e quella tipica di un Autoencoder, composta da due ele-
menti principali:

- un Encoder : �e una rete che prende in input un dato e lo codi�ca nello
spazio latente, producendo una distribuzione di probabilit�a che rappresenta
le caratteristiche del dato. Apprende dunque a comprimere l'informazione
contenuta nel dato in una rappresentazione vettoriale pi�u compatta;

- un Decoder : �e una rete neurale che prende in input un campione casuale
dallo spazio latente e lo decodi�ca per generare un nuovo dato. In maniera
simmetrica, il Decoder impara a decomprimere l'informazione ricevuta per
ricostruire il dato originale.
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L'Autoencoder �e spesso caratterizzato da una struttura "a farfalla" (vedi Fi-
gura 1.7): l'Encoder comprime l'informazione in maniera graduale riducendo la
dimensionalit�a, mentre il Decoder compie l'operazione opposta.

Figura 1.7: Struttura a farfalla di un Autoencoder.

Uno dei problemi principali del VAE riguarda il campionamento nello spazio
latente: il modello deve generare un vettore latentez seguendo una distribuzione
probabilistica appresa dall'encoder. Tuttavia, il campionamento stocastico non
�e un'operazione di�erenziabile, il che impedisce l'uso della backpropagation per
aggiornare i pesi dell'encoder.

Per risolvere questo problema, si utilizza ilReparametrization Trick , che
permette di rendere il processo di campionamento di�erenziabile. Tale tecnica si
basa sui seguenti passaggi:

1. l'Encoder, invece di restituire direttamente un vettorez, apprende i para-
metri di una distribuzione normale condizionata all'input: la media� e la
deviazione standard� ;

2. per ottenere il campione latentez, si introduce una variabile casuale ausi-
liaria � estratta tipicamente da una distribuzione normale standardN (0; 1)
e si applica la seguente trasformazione deterministica:

z = � + � � �

Questo permette di spostare la casualit�a all'interno della variabile� , sepa-
randola dai parametri appresi dall'Encoder.
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Grazie a questa riformulazione, la funzione di perdita diventa di�erenziabile
rispetto ai parametri dell'Encoder, consentendo l'uso della backpropagation per
addestrare il modello.

L'addestramento di un VAE avviene secondo il criterioEvidence Lower Bound
(ELBO), il quale mira a massimizzare il limite inferiore della verosimiglianza dei
dati:

LELBO = Eq� (zjx) [log(p� (xjz))] � DKL
�
q� (zjx)jjp(z)

�

doveq� (zjx) �e la distribuzione appresa dall'Encoder,p� (xjz) �e la probabilit�a di ge-
nerare i dati dal Decoder eDKL �e la divergenza di Kullback-Leibler, che regolarizza
la distribuzione latente.

In un VAE-GAN, la sinergia tra i due modelli permette di ottenere dati di alta
qualit�a, sfruttando i punti di forza di entrambi:

ˆ il VAE viene utilizzato per apprendere una rappresentazione latente dei dati.
L'Encoder produce una distribuzione di probabilit�a sullo spazio latente, da
cui viene campionato un vettorez, utilizzato poi come input per il Genera-
tore della GAN. In questo modo, il VAE aiuta a stabilizzare l'addestramento
della GAN, migliorando la generazione;

ˆ la GAN, a sua volta, spinge il VAE a produrre rappresentazioni latenti
sempre pi�u informative e utili per la produzione di dati realistici, grazie
all'azione del Discriminatore.

L'obiettivo della VAE-GAN �e dunque minimizzare la funzione di perdita com-
binata:

L = LGAN + � � LV AE

doveLGAN �e la loss della GAN eLV AE �e la perdita ELBO del VAE. Il parametro
� bilancia i due contributi.
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Capitolo 2

Applicazione

Nel capitolo precedente sono stati discussi i principi fondamentali delle GAN,
si �e presentata la loro architettura e il loro processo di addestramento.

Questo capitolo si apre esponendo brevemente il contributo dell'intelligenza
arti�ciale ai segnali di derivazione biologica, mostrandone bene�ci e potenzialit�a.

In seguito si presenta un particolare modello biologico chiamatoorganoide,
di cui si discuteranno gli utilizzi e le potenzialit�a che o�re alla ricerca medica,
e di come l'AI aiuti quest'ultima a compiere passi avanti. Si espone poi come
vengono raccolti i dati provenienti dagli organoidi, introducendo la tecnologia dei
Microelectrode Array (abbreviati MEA) e una pipeline di analisi e�cace di questi
dati.

Successivamente mi focalizzer�o sull'utilizzo delle GAN nel contesto del data
augmentation per dati provenienti da registrazioni MEA di organoidi cerebrali.
Prima di discutere in maniera approfondita di tale applicazione, sperimentata
personalmente durante il mio tirocinio curricolare, fornir�o una breve panoramica
del progetto a cui ho partecipato.

2.1 L'impatto dell'AI nel settore medico

Nel corso degli ultimi due decenni l'AI ha avuto uno sviluppo notevole, ri-
voluzionando numerosi settori, tra cui quello medico. Proprio in questo settore
l'AI ha avuto un impatto che si �e rivelato straordinario, diventando nel tempo
uno strumento di supporto per migliorare la gestione e l'analisi dei dati sanitari e
aprendo nuove frontiere nella ricerca.

La versatilit�a di questa tecnologia ha cos�� trovato campo fertile per molteplici
applicazioni e ad oggi viene impiegata in diversi ambiti della medicina, tra cui:
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- Diagnosi automatizzata: si occupa di analizzare immagini mediche come
TAC, MRI e radiogra�e, per l'individuazione (anche precoce) di patologie
con una precisione che pu�o superare quella umana;

- Medicina personalizzata: si integrano dati genetici e clinici di un paziente
per trattamenti personalizzati al �ne di ottenere una terapia e�cace;

- Scoperta di farmaci: l'AI accelera il processo di scoperta di nuovi farmaci si-
mulando computazionalmente l'interazione tra molecole, in modo da ridurre
i tempi e i costi della ricerca;

- Prevenzione di malattie: l'AI �e in grado di identi�care fattori di rischio e
sviluppare strategie di prevenzione analizzando dati di popolazioni o indivi-
duali;

- Chirurgia robotica: per guidare i robot chirurgici con precisione millimetrica
si utilizza l'AI.

Il potenziale dell'intelligenza arti�ciale �e dunque di grande portata, ma essa si
trova a dover a�rontare s�de etiche e implicazioni sociali, specialmente questioni
di privacy quando vengono utilizzati dati sanitari sensibili.

Ci sono infatti importanti interrogativi sulla validazione e la regolamentazione
degli algoritmi, di cui si vuole garantire l'e�cacia e la sicurezza. La responsabilit�a
dell'intelligenza arti�ciale per le decisioni mediche �e ancora un dibattito aperto.

Sebbene l'intelligenza arti�ciale nasca con l'obiettivo di emulare capacit�a uma-
ne al �ne di automatizzare compiti e processi decisionali, nel settore medico �e
importante preservare l'elemento umano nel rapporto medico-paziente ed evitare
che l'AI sostituisca il ruolo dei medici, rimanendo uno strumento a loro disposizio-
necome supporto nella diagnosi. L'equit�a e l'accessibilit�a dei pazienti alle cure che
coinvolgono questa tecnologia sono altri due aspetti fondamentali da osservare.

Le s�de e i progressi nel campo medico pongono quindi l'attenzione sull'im-
portanza di un approccio responsabile, consapevole e sicuro alla ricerca scienti�ca.
Questo vale in particolar modo nel contesto della ricerca biomedica, in cui �e stata
sviluppata una nuova tecnologia rivoluzionaria: gliorganoidi, ossia modelli tridi-
mensionali biologici che emulano le funzionalit�a degli organi. Essi rappresentano
una frontiera promettente per la comprensione e il trattamento di determina-
te malattie, ma il loro utilizzo solleva tanti quesiti sulla loro manipolazione e
applicazione.

Di seguito si esplora il paradigma degli organoidi, con un focus particolare
sulla loro interazione con il mondo dell'intelligenza arti�ciale e le possibilit�a di
ricerca che o�rono nel ramo delle neuroscienze.
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2.1.1 Breve introduzione agli organoidi

Gli organoidi sono strutture biologiche tridimensionali auto-organizzate colti-
vate in vitro , che replicano la struttura e la funzione di diversi organi reali.

Il termine organoide deriva dalla combinazione della parola "organico" con
su�sso "-oide", che indica strutture naturali che somigliano ad un organo naturale,
riproducendone alcune delle propriet�a fondamentali. Il concetto di organoide fu
proposto per la prima volta nel 1907, ma �e stato sviluppato concretamente solo
dal 2009, con la creazione dei primi organoidi intestinali. Da allora, sono stati
compiuti enormi progressi ottenendo organoidi di vari organi, tra cui cervello,
reni, fegato, pancreas e retina. Nel 2022 fu e�ettuato il primo trapianto clinico di
organoidi derivati da cellule staminali per il trattamento della colite ulcerosa.

Gli organoidi sono ottenuti a partire da cellule staminali embrionali, prove-
nienti da embrioni in fase di sviluppo e in grado di di�erenziarsi in qualsiasi tipo
di cellula del corpo, o dacellule staminali pluripotenti indotte (in inglese: induced
Pluripotent Stem Cells, abbreviateiPSC ). Queste ultime si generano in labora-
torio a partire da cellule mature di una persona adulta, le quali vengono riportate
ad uno stadio di staminalit�a pluripotente attraverso un processo diriprogramma-
zione genetica, introdotto per la prima volta dal professor Shinya Yamanaka nel
2006.

Le cellule staminali vengono coltivate in un ambiente di laboratorio controllato,
ricco di sostanze nutritive e fattori di crescita speci�ci che le guidano nel processo
di di�erenziamento, trasformandosi nei diversi tipi di cellule che formano l'organo
di interesse.

Gli organoidi presentano una struttura che si de�nisceauto-organizzata: du-
rante il processo di di�erenziazione, le cellule comunicano tra di loro per costruire
architetture tridimensionali speci�che e in sintonia, seguendo un modello simile a
quello naturale dei tessuti biologici.

Un'altra caratteristica degli organoidi �e la loro struttura tridimensionale che
consente di ottenere un microambiente pi�u realistico: essi rappresentano un passo
in avanti rispetto alle tradizionali colture cellulari, le quali hanno uno sviluppo
prevalentemente bidimensionale.

Gli organoidi prodotti hanno tuttavia dimensioni ridotte rispetto agli orga-
ni reali e non hanno uno sviluppo completo, spesso limitato da una carenza o
assenza di un sistema di vascolarizzazione che li nutra, compromettendo la loro
sopravvivenza a lungo termine.

Applicazioni

Questi modelli biologici innovativi trovano promettenti applicazioni in diversi
campi della ricerca biomedica, tra le quali:
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- Studio dello sviluppo embrionale: gli organoidi permettono di analizzare la
formazione di tessuti e organi durante l'embriogenesi, al �ne di comprendere
meglio le malformazioni e sviluppare strategie di prevenzione e trattamento;

- Biobanche: le biobanche di organoidi derivano da campioni di tessuti dei
pazienti e rappresentano una risorsa preziosa per la ricerca preclinica e la
medicina personalizzata;

- Screening farmacologico: consentono di testare l'e�cacia e la tossicit�a dei
farmaci prima della sperimentazione clinica;

- Medicina rigenerativa: gli organoidi potrebbero essere utilizzati in futuro
per riparare tessuti danneggiati o sostituire organi malati, aprendo strada a
terapie personalizzate potenzialmente prive di e�etti collaterali;

- Modellizzazione delle malattie: permettono di ricreare in laboratorio e stu-
diare patologie complesse in un contesto biologicamente realistico, in modo
da identi�care nuovi bersagli terapeutici e testare l'e�cacia dei farmaci.

Figura 2.1: Applicazioni degli organoidi. Immagine tratta da [2].

La ricerca sugli organoidi �e ancora agli inizi e si basa su tre punti chiave:
le strategie di costruzione, i metodi di valutazione e analisi dati e la veri�ca
dell'e�cacia.

Nella fase di costruzione, la selezione deimateriali di supporto per l'impalcatu-
ra tridimensionale �e fondamentale. Attualmente, viene impiegato principalmente
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il Matrigel, una matrice extracellulare di origine animale che presenta una serie
di problemi come la scarsa riproducibilit�a e la variabilit�a. L'emergere di matrici
idrogel sintetiche/ibride o�re una promettente via, vantando vantaggi come l'eco-
nomicit�a e una maggiore somiglianza con le strutture native degli organi umani.
Ma per via delle composizioni chimiche e i meccanismi di reticolazione, questo
materiale apporta un livello di complessit�a ed eterogeneit�a, rendendo di�cile la
riproducibilit�a dei risultati.

Per quanto riguarda l'analisi dati, questo campo �e a�etto da mancanza di
protocolli standardizzati e tecniche di monitoraggio in tempo reale, introducen-
do variabilit�a nel sistema. La scarsit�a di automazione nel processo di analisi
dei dati contribuisce a incongruenze che ostacolano il potenziale di questa nuova
tecnologia.

Vi sono inoltre questioni etiche e costi elevati nell'applicazione clinicache ne
limitano la di�usione su larga scala e complicano la traslazione clinica.

Poich�e le tecniche convenzionali sono costose e poco e�cienti, c'�e urgenza di
nuovi mezzi tecnici per ottimizzare rapidamente ed e�cacemente le strategie di
costruzione, i metodi di analisi dei dati e la veri�ca dell'e�cacia, in modo da poter
sbloccare il completo potenziale degli organoidi.

Per a�rontare le problematicit�a esposte, l'intelligenza arti�ciale o�re un grande
supporto a questo campo.

2.1.2 AI-enabled organoids

L'integrazione degli organoidi con l'AI �e un'area di ricerca in forte crescita che
rappresenta una svolta nell'avanzamento di questa nuova tecnologia. Si parla dun-
que di organoidi potenziati o abilitati dall'IA , in ingleseAI-enabled organoids ,
quando quest'ultima viene utillizzata per l'analisi e la gestione dei dati, potenzian-
do e ottimizzando lo sviluppo e l'applicazione degli organoidi per comprendernee
l'evoluzione biologica e la progressione delle malattie.

L'AI pu�o infatti ottimizzare le strategie di costruzioneutilizzando algoritmi
di selezione dei materiali, delle condizioni di coltura e dei fattori di crescita mi-
gliori per creare organoidi funzionali e pi�u rappresentativi, basandosi sulla loro
morfologia e sulle loro funzioni. Questo favorisce la loro riproducibilit�a e qualit�a.

Per studiare e monitorare gli organoidi vengono utilizzate tecniche di ima-
ging avanzate, producendo cos�� enormi quantit�a di dati. L'intelligenza arti�ciale
permette di manipolare e analizzare questa mole di dati in maniera rapida ed
e�ciente: essa si occupa dell'estrazione delle caratteristicherilevanti provenien-
ti da immagini multiscala, al �ne di identi�care schemi di crescita, anomalie e
degenerazioni cellulari.

La sinergia tra organoidi e AI supporta in�ne lo sviluppo di unavalutazione
preclinica precisa e a�dabile: la modellizzazione realistica delle malattie forni-
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ta dagli organoidi permette uno studio accurato delle patologie, mentre l'analisi
della risposta degli organoidi a vari farmaci compiuta dall'intelligenza arti�ciale
ottimizza il processo di screening farmacologico.

Figura 2.2: Applicazioni degli organoidi abilitati dall'AI. Immagine tratta da [2].

S�de e limitazioni

Come si evince dall'articolo"AI-enabled organoids: Construction, analysis,
and application" [2], il potenziale di questa sinergia �e enorme e rivoluzionario,
consentendo di ridurre i tempi e ottimizzare le analisi, automatizzando il processo
e aiutando i ricercatori.

Tuttavia, si presentano ancora diversi problemi, in primis diaccessibilit�a, dal
momento che questa tecnologia pu�o richiedere risorse computazionali signi�cative
e hardware specializzati, risultando ancora costosa per molti laboratori.

L'uso di organoidi umani combinato con l'intelligenza arti�ciale solleva poi
questioni etiche e legali, come la privacy dei dati e conseguenze non intenzionali.

La raccolta di dati coerenti e di alta qualit�a risulta di�cile dal momento che
i protocolli e le condizioni di sviluppo utilizzate in
uiscono sulla struttura e sulla
funzione degli organoidi, rendendo ostica lastandardizzazione dei dati.
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Inoltre, ci sono problemi dia�dabilit�a e riproducibilit�a : i modelli AI devono
essere addestrati su datasets di qualit�a per evitare errori nelle analisi e occorre
avere datasets indipendenti per la convalida, inoltre la variabilit�a nelle colture
complica la riproducibilit�a.

Un problema derivante dall'utilizzo di modelli di apprendimento profondo �e
l' interpretabilit�a dei risultati ottenuti: questi modelli infatti funzionano come
"black box", ossia i processi decisionali che guidano il modello alla soluzione non
sempre sono noti o di comprensione immediata.

In�ne, la combinazione di IA e organoidi implica unacollaborazione interdi-
sciplinare, la quale richiede una comunicazione e�cace e una comprensione di
terminologie e metodologie condivise, e spesso pu�o essere impegnativo.

Nonostante le s�de, la ricerca prosegue e si evolve, con nuove applicazioni
e miglioramenti che porteranno questa tecnologia sempre pi�u vicino all'utilizzo
clinico, rivoluzionando la comprensione e il trattamento delle malattie.

2.1.3 Il ruolo delle GAN

Lo sviluppo negli ultimi anni delle Reti Generative Avversarie ha migliora-
to in maniera crescente la qualit�a della simulazione e dell'analisi di dati come
segnali o immagini biomediche. In particolare, le GAN hanno rivoluzionato la
tecnica deldata augmentation, permettendo di addestrare in maniera e�ciente i
modelli AI e riducendone la dipendenza dai dati sperimentali, con un conseguente
abbassamento dei tempi e dei costi per l'acquisizione dei risultati.

L'utilizzo delle GAN per il data augmentation, infatti, si rivela particolarmente
utile in contesti in cui la raccolta di dati sperimentali �e economicamente e/o
computazionalmente onerosa, soggetta a variabilit�a biologica o limitata, come
spesso accade quando si lavora con gli organoidi.

Nel seguito si approfondir�a la loro applicazione per l'aumento di dataset speci-
�ci, ossia quelli provenienti da registrazioni di organoidi cerebrali, illustrando come
le GAN o�rano un supporto per la convalida dei risultati, o�rendo un prezioso
contributo alla ricerca nel campo delle neuroscienze. Si introducono dapprima
alcune generalit�a sugli organoidi cerebrali e sui metodi e strumenti di raccolta dei
dati.
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2.2 Organoidi cerebrali e dati MEA

Gli organoidi cerebrali sono strutture 3D che mimano alcune delle caratteri-
stiche del cervello, rappresentandone un modello sempli�cato. I primi organoidi
cerebrali sono stati creati per nel 2013 e il loro studio �e �nalizzato a comprendere
il funzionamento del cervello e lo studio di malattie neurodegenerative.

Questi organoidi sono composti da diversi tipi di cellule: i neuroni, responsa-
bili della trasmissione di impulsi nervosi mediante sinapsi; cellule gliali, le quali
svolgono diverse funzioni come proteggere e nutrire i neuroni; cellule speci�che
come i microglia che sono le cellule immunitarie del cervello o cellule che formano
i vasi sanguigni.

L'attuale comprensione delle malattie neurologiche che colpiscono l'uomo de-
riva principalmente dall'analisi diretta dei pazienti e dai modelli animali. Questi
ultimi tuttavia non sono in grado di ricreare processi biologici speci�ci dell'uo-
mo. L'utilizzo di cellule staminali pluripotenti indotte umane (hiPSC) coltivate
in vitro per creare organoidi cerebrali pu�o colmare il divario tra studi sui pazienti
e modelli animali. L'obiettivo �nale a cui si ambisce impiegando questi model-
li �e una medicina personalizzata e di precisione, con trattamenti modellati sulle
esigenze e sulle caratteristiche dei pazienti.

Lo studio dello sviluppo neurologico, delle funzioni cerebrali, dei disturbi e
delle malattie neurodegenerative si basa sull'analisi delle registrazioni degli impulsi
nervosi emessi dagli organoidi cerebrali. L'attivit�a sinaptica e le dinamiche di rete
neuronale vengono monitorate nel tempo con l'utilizzo di strumenti particolari
chiamati array di microelettrodi (Microelectrode Arrays, MEA).

I microelettrodi sono materiali conduttori di dimensioni molto piccole, che
hanno diametri dell'ordine del micron, sono realizzati in metallo nobile come pla-
tino e oro e svolgono un ruolo di interfaccia tra i neuroni e i circuiti elettronici,
trasmettendo i segnali neurali (impulsi elettrici) rilevati. Ne esistono di due tipi:
impiantabili, utilizzati in vivo, e non impiantabili, utilizzati in vitro , come nel caso
degli organoidi. Negli ultimi anni �e stato introdotto l'uso dei MEA 3D per via
dello sviluppo su 3 dimensioni della struttura di questi organoidi.

I dati MEA

Una piastra MEA �e una piastra di coltura dotata alla base di una griglia su cui
sono depositati molteplici microelettrodi (vedi Figura 2.3). Gli organoidi cerebrali
vengono coltivati direttamente su piastre MEA per registrare la loro attivit�a elet-
trica nel tempo. Questo consente di monitorare pi�u neuroni contemporaneamente
in maniera non invasiva, senza danneggiare le cellule.
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Figura 2.3: Una piastra MEA per colturein vitro .

L'analisi dei dati provenienti da queste piastre, indicati comedati MEA , si
basa sulla registrazione del potenziale d'azione, a cui ci si riferisce con la parola
inglesespike, e deiburst, ossia una rapida successione di spike.

Uno spike rappresenta un breve impulso elettrico generato da un neurone in
risposta ad uno stimolo ed �e il principale meccanismo di trasmissione di informa-
zioni nel sistema nervoso. Esso consiste in una rapida depolarizzazione seguita da
una ripolarizzazione della membrana cellulare.

Un burst �e una rapida sequenza di spike emessi, seguita da un periodo di
inattivit�a, in grado di ampli�care la trasmissione del segnale. Questo pu�o indicare
un evento in cui i neuroni sono sincronizzati.

Dai dati MEA emergono quindi ledinamiche di rete, ovvero i pattern di atti-
vazione neuronale, dai quali si pu�o desumere l'organizzazione funzionale delle reti
e lo stato �siologico e la maturazione delle cellule.

L'analisi degli eventi neuro�siologici aiuta dunque a comprendere meglio la
connettivit�a funzionale , ossia la dipendenza temporale tra tali fenomeni situati
in regioni dell'organoide distanti. Due regioni del cervello si dicono funzionalmente
connesse se esiste una correlazione signi�cativa tra le loro attivit�a nel tempo.
Questo tipo di studio aiuta a comprendere come diverse aree cerebrali collaborano
durante speci�che funzioni.

Un altro aspetto degli organoidi che si vuole studiare attraverso l'analisi di
questi segnali �e latopologia delle reti neuronali , cio�e la strutturazione delle
connessioni tra i neuroni, al �ne di comprenderne i principi organizzativi del cer-
vello e come questi in
uiscano sulle dinamiche funzionali. Questo tipo di analisi
sfrutta la teoria dei gra� , rappresentando i neuroni come nodi e le connessioni
come archi e permette di studiare le propriet�a strutturali della rete.

I dati provenienti dalle registrazioni MEA sono quindi uno strumento fonda-
mentale per studiare l'attivit�a elettrica delle reti neuronali. Ma non sempre sono
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disponibili ai laboratori le risorse computazionali necessarie per analizzare in ma-
niera e�cace questi dati a livello microscopico. Infatti, le piastre MEA hanno
una risoluzione spaziale limitata che impedisce di studiare singoli neuroni con
elevata precisione, generano grandi quantit�a di dati spesso rumorosi e di di�cile
interpretazione senza opportuni strumenti.

2.3 Il progetto 3D-BrAIn

I dati di organoidi che ho avuto modo di utilizzqare in questa tesi sono sta-
ti misurati nel conteso del progetto "Revolutionary high-resolution human 3D
brain organoid platform integrating AI-based analytics (3D-BrAIn)" �nanziato
nell'ambito del programma EIC Path�nder dell'Unione Europea.

I partner coinvolti nel progetto di natura interdisciplinare, provengono da 4
paesi europei di�erenti e sono i seguenti:

ˆ Erasmus Medical Center(Olanda)

ˆ 3Brain AG (Svizzera)

ˆ Ludwig-Maximilians-Universit•at M•unchen (Germania)

ˆ Universit�a di Genova (Italia)

I disturbi del SNC e la medicina personalizzata

Il Sistema Nervoso Centrale(SNC) �e la parte del sistema nervoso costituita
principalmente dal cervello e dal midollo spinale, che controlla, elabora e integra
le informazioni ricevute dalle altre parti del corpo, in
uenzandone l'attivit�a.

I disturbi del sistema nervoso centrale sono un gruppo eterogeneo di condizioni
che colpiscono il cervello, tra cui la malattia di Alzheimer, l'epilessia, l'autismo
e la schizofrenia. Questi disturbi sono una delle principali cause di disabilit�a e
mortalit�a in tutto il mondo, con un impatto stimato su un miliardo di persone a
livello globale.

L'ampia variabilit�a dei sintomi e nella progressione della malattia tra i pazienti
rende di�cile trovare terapie e�caci e mirate per ciascuno di essi. Da qui nasce
l'interesse per una medicina di precisione personalizzata, che migliori i risultati e
riduca gli e�etti collaterali. Tale disciplina prevede di adattare i trattamenti alle
caratteristiche genetiche, molecolari e cliniche uniche di ogni individuo. In questo
senso, i ricercatori stanno sviluppando modelli �siologicamente rappresentativi
del SNC per comprendere meglio i meccanismi di insorgenza delle malattie e per
valutare nuove terapie.
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La piattaforma 3D-BrAIn

Il progetto 3D-BrAIn mira a creare una piattaforma che modellizzi in maniera
accurata il SNC per studiarne i disturbi e sviluppare piani di trattamento e�caci
e personalizzati per i pazienti.

Per la creazione del gemello bio-digitale del cervello umano sono state combi-
nate tre tecnologie rivoluzionarie:

1. Organoidi corticali 3D per la modellizzazione del cervello umano :
le colture utilizzate sono detteaderenti, ossia gli organoidi sono pi�u picco-
li e piatti per prevenire il nucleo necrotico dovuto alla mancanza di vasi
sanguigni, e sono derivate da cellule staminali pluripotenti indotte umane
(hiPSC);

2. Array di multielettrodi 3D ad alta densit�a (HD-MEA) : questi stru-
menti consentono di ottenere registrazioni elettro�siologiche non invasive
ad alta risoluzione provenienti dagli organoidi posizionati sui chip MEA,
fornendo un monitoraggio continuo;

3. Algoritmi avanzati di apprendimento automatico : per l'analisi e l'in-
terpretazione delle grandi quantit�a di dati funzionali si sviluppano metodi
automatizzati basati su algoritmi di Machine Learning appropriati.

Figura 2.4: Un chip HD-MEA con sopra una rete neurale derivata da hiPSC e un
frame delle prime registrazioni. Immagine tratta da [6].

Le due applicazioni chiave per cui si vuole validare inizialmente questa piat-
taforma sono losviluppo di farmaci per il sistema nervoso centrale e loscreening
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di neurotossicit�a. La piattaforma verr�a infatti utilizzata per testare l'e�cacia e la
sicurezza di nuovi farmaci per il trattamento delle diverse malattie neurologiche
e psichiatriche, ma anche per valutare il grado di tossicit�a di diverse sostanze sul
cervello, in modo da sviluppare farmaci pi�u sicuri.

Pipeline di analisi dei dati

Dal punto di vista computazionale, il processo di analisi di questi dati complessi
derivanti dalle registrazioni MEA comporta diversi passaggi:

- Valutazione della qualit�a dei dati e rimozione di informazioni ridondanti e
rumore, per assicurarsi di analizzare segnali "reali" provenienti dall'organoi-
de;

- Estrazione di caratteristiche signi�cative dall'enorme quantit�a dei segna-
li misurati con array di microelettrodi, usando tecniche di apprendimento
automatico;

- Categorizzazione ed etichettatura dei datiin base a somiglianze e di�e-
renze, a�nch�e il modello di apprendimento non supervisionato individui
autonomamente l'etichetta corretta;

- Implementazione di metodi di machine learning supervisionatoper adde-
strare gli algoritmi ad apprendere le etichette, in modo da assicurarsi che il
modello sia in grado di distinguere i dati e di assegnare correttamente queste
ultime;

- Valutazione dell'e�etto dei possibili trattamenti con i modelli validati, ve-
ri�cando se i segnali misurati in organoidi patologici dopo un determinato
trattamento sono pi�u simili a quelli di un organoide sano.

Il team ha sviluppato strumenti computazionali per la visualizzazione e la
ristrutturazione dei dati degli organoidi, focalizzandosi sull'analisi intra-organoide,
utilizzando dati provenienti da 4096 elettrodi organizzati in una griglia di taglia
64� 64.

Sono stati dunque ripuliti i segnali dal rumore e implementati algoritmi di ma-
chine learning per sempli�care, connettere e raggruppare i dati, come ad esempio
l'algoritmo c-means, in grado di rivelare pattern di attivit�a signi�cativi, altrimenti
di�cili da individuare manualmente.
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2.3.1 Utilizzo delle GAN per data augmentation

Io stessa ho avuto la possibilit�a di parteciapreal progetto, svolgendo un ti-
rocinio curricolare presso l' Erasmus Medicla Center a Rotterdam, supportato
dal programma di mobilitazione internazionaleErasmus+ traineeship. Qui ho
trascorso 3 mesi, durante i quali mi sono inizialmente occupata di selezionare e
organizzare i dati provenienti dalle registrazioni MEA. Questa fase preparatoria �e
servita per creare itoy data necessari ad allenare la Rete Generativa Avversaria
(GAN) che ho successivamente implementato, al �ne di aumentare i dati raccolti,
per arricchirne e migliorarne l'analisi.

Il problema a�rontato

Per allenare un modello di apprendimento come quello di interesse per gli
scopi di 3D-BrAIn occorre avere una grande quantit�a di dati nel tempo, ma come
gi�a detto in precedenza, la reperibilit�a dei dati provenienti dagli organoidi pu�o
risultare limitata da diversi fattori, da quelli economici a quelli biologici.

Uno scenario che pu�o presentarsi, ad esempio, �e quello in cui gli organoidi si
trovano ancora in uno stadio non avanzato, per cui il segnale emesso risulta de-
bole e poco informativo. Potrebbe anche accadere che l'organoide vada in necrosi
prima di aver raggiunto un buon livello di sviluppo, rallentando o interrompen-
do momentaneamente le ricerche. In questi due casi, potrebbe intercorrere un
intervallo di tempo molto lungo prima di avere a disposizone dei dati.

Potrebbe anche accadere che i dataset a disposizione siano insu�cienti o poco
informativi per addestrare un modello di apprendimento automatico ad estrarre
tutte le features pi�u rilevanti. Quando il training set non risulta abbastanza
rappresentativo della variet�a dei dati, il modello pu�o andare in contro al fenomeno
di over�tting , non avendo le informazioni necessarie per generalizzare.

Per risolvere questa problematica, si possono utilizzare le Reti Generative
Avversarie come tecnica didata augmentation.

Preprocessing e analisi dei segnali

I segnali emessi dagli organoidi sono matematicamente rappresentati da vettori
1D contenenti i valori del segnale elettrico captato dai microelettrodi, campionato
con una frequenza di 20000Hz in un tempo di registrazione di circa 3 minuti.

Uno dei primi passi fondamentali �e stato il preprocessing dei segnali MEA con
cui creare i dataset.

Ho sviluppato un modulo in linguaggio Python che, �ssato un canale di re-
gistrazione tra i 4096 presenti nel chip, si occupa di selezionare gli spike che si
veri�cano ad intervalli temporali su�cientemente lunghi dallo spike successivo,
in modo che scegliendo una �nestra temporale centrata nello spike non si abbia
nelle code dell'intervallo sovrapposizione di segnale generato da due spike diversi.

45




	Introduzione
	Reti Generative Avversarie
	Introduzione al contesto delle GAN
	Intelligenza Artificiale: che cos'è veramente?
	Machine Learning: l'arte di imparare dai dati
	Reti neurali
	Modelli generativi

	Il modello GAN
	Il Generatore
	Il Discriminatore

	Addestramento delle GAN
	La funzione obiettivo e la dinamica competitiva
	Apprendimento della distribuzione
	Algoritmo di addestramento
	Le principali criticità
	Strategie per stabilizzare e migliorare il training

	Oltre il modello base: una panoramica delle varianti
	VAE-GAN


	Applicazione
	L'impatto dell'AI nel settore medico
	Breve introduzione agli organoidi
	AI-enabled organoids
	Il ruolo delle GAN

	Organoidi cerebrali e dati MEA
	Il progetto 3D-BrAIn
	Utilizzo delle GAN per data augmentation


	Implementazione
	Setup iniziale
	Architettura GAN con approccio  Transformer
	Il Generatore
	Il Transformer Encoder
	Embedding e Positional Encoding
	Restituzione dell'output
	Il Discriminatore

	La classe GANTrainer
	Gestione dell'apprendimento

	Architettura ibrida VAE-GAN
	Encoder
	Decoder-Generatore
	Discriminatore

	Addestramento VAE-GAN
	Pre-training del VAE
	Addestramento avversario GAN


	Risultati
	Risultati del modello Transformer-GAN
	Risultati del modello VAE-GAN
	Confronto tra i due modelli

	Appendice
	Modello Transformer-GAN
	Modello VAE-GAN

	Conclusioni
	Bibliografia
	Ringraziamenti

